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摘 　要 ：提出了一种基于测地线距离的半监督维数约减算法 ，并将其用于带边信息的人脸数据

的维数约减 ，此算法可以充分利用边信息和数据点之间的测地线距离 ，从而在保留边信息的同

时保留更为真实的数据拓扑结构信息 。在人脸数据库上的实验结果表明 ，本文所提出的算法

对数据降维后用于分类时可取得比其他算法更高的准确率 ，且对创建的 KNN 图中的参数 K
最具鲁棒性 。
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Abstract ：An algorithm was proposed that was geodesic distance based semi‐supervised dimensionality
reduction for face data with side information ，so it can preserve side information and more really data
topology ．Experiment results on face data show that data was reduced dimension by this algorithm can
gain higher accuracy than other algorithms ，and this algorithm is robust to parameter K of KNN
graph ．

Key words ：face database ；semi‐supervised dimensionality reduction ；geodesic distance ；side‐information revise

　 　人脸数据是一类高维数据样本 ，通常都带有

一定的域信息 ，如样本标记信息 、样本边信息和样

本先验信息等 。其中样本标记信息是指样本所属

类别信息 ，边信息是指一对数据是否属于同一类

别的信息 。边信息包括正约束和负约束 ，正约束

是指一对样本属于同一类别的信息 ，也称为

Must‐link约束 ；负约束是指一对样本不属于同一

类别的信息 ，也称为 Cannot‐link约束 。在一些实

际的应用中考虑边信息比获得类别标记更切实

际［１‐３］
，因为有些数据的类别标记并不一定作为先

验信息已知 ，然而通过用户指定样本是否属于同

一类别可以很容易地获得边信息 ，因此研究具有
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边信息的高维数据的维数约减问题更具实际意

义 。本文主要围绕带边信息的人脸数据维数约减

问题展开研究 ，并基于实际人脸数据的特性 ，提出

一种基于测地线距离的半监督维数约减算法 。

１ 　相关工作

早期基于带边信息样本的维数约减算法［１‐２］

只利用边信息 ，没有利用隐藏在未标记样本中的

大量有价值信息 ，而半监督维数约减算法［３‐５］是一

类既能利用边信息 ，又能利用隐藏在大量未标记

样本中潜在信息的维数约减方法 ，此类算法的关

键在于构建能从本质上表示样本关系的数据拓扑

结构 ，如样本全局结构（类间结构）和局部结构（类

内结构）等 ，这些拓扑结构信息能在边信息较少时

辅助提高算法的泛化能力 。

由 Zhang 等提出的 SSDR 算法［３］在利用边

信息的同时 ，可以保留低维流形的全局协方差结

构 ，但是不能保留数据的局部结构 ，因此 ，当正约

束信息缺乏时 ，由于算法缺少样本类内结构的指

导信息导致算法性能降低 。而由韦佳等提出的

LGSSDR算法［４］在利用边信息的同时 ，既能保持

数据全局结构信息 ，又能保持数据局部结构信息 ，

但是算法性能对构建 K 最近邻图 （k‐Nearest
Neighbor ，KNN）中的参数 K 较为敏感 。 针对参

数 K 的敏感性问题 ，韦佳等在后继的工作中提出

了 NPSSDR算法［５］
，该算法相比 LGSSDR 算法 ，

具备对邻域参数的设置不敏感特点 。 Cevikalp等
提出的 cLPP［６］算法是将边信息融入到 LPP［７］的

局部结构图中 ，可利用边信息中所包含的隐藏信

息纠正局部结构图 ，但对于确定的边信息和带有

不确定性的结构信息等同看待 ，因此导致算法性

能在具有一定数量边信息的情况下不如前两种算

法 。考虑到实际应用到人脸数据时 ，由于

LGSSDR和 cLPP在保留数据的结构图信息时 ，

是基于欧几里得距离计算并保留的 ，不能准确地

揭示数据的真实结构信息 ，因为类似人脸这样的

高维数据样本可能位于低维的流形结构上［８］
。

由此 ，针对人脸数据这类高维数据样本 ，本文

提出一种基于测地线距离的边信息半监督维数约

减算法 （Geodesic distance based side‐information
semi‐supervised dimensionality reduction ，简称

GSSDR） ，该算法基于数据点之间的测地线距离 ，

充分利用边信息 ，结合 LGSSDR和 cLPP 算法的
优点 ，揭示更为真实的局部结构图和全局结构图 ，

并设计合理的目标函数 ，以此提高算法应用于人

脸数据时的性能 。

２ 　 GSSDR算法
假定数据样例 X ＝ ［x１ ，x２ ，⋯ ，xn ］ 炒 RD

，其

中由 Must‐link约束的样本对构成约束集 M ，由

Cannot‐link约束的样本对构成约束集 C ，如已知

成对约束样本点（xi ，xj ）属于同一类别 ，则｛（xi ，

xj ）｝ 炒 M 。目标是从这些条件中学习线性转换矩

阵 W ＝ ［w１ ，w２ ，⋯ ，wd ］ 炒 RD × d
（d 虫 D） ，使得样

本 xi 转换为低维的 ，表示为 yi ＝ W T x i ，yi 构成低

维投影 Y ＝ ［y１ ，y２ ，⋯ ，yn］ 炒 Rd
。

2 ．1 　 GSSDR算法的基本思想
GSSDR的基本思想是首先利用所有训练数

据构建 KNN 图 ，并在此基础上计算数据点之间

的测地线距离 ，并基于测地线距离构建局部结构

图和全局结构图 ，然后结合边信息以及数据点之

间的测地线距离 ，修正图中的错误或者不确定连

接 ，再基于修正后的图设计最优目标函数 ，最后求

解最优目标函数得到转换矩阵 。

2 ．2 　计算数据点之间的测地线距离
数据点之间的测地线距离可以通过数据点之

间的最短路径逼近［８］
，因此先基于所有的数据样

本 X计算数据点之间的欧几里得距离 ，再后构建

KNN 图 ，通过 KNN 图计算得到数据点之间的最
短路径 ，从而计算得出数据点之间的测地线距离 。

2 ．3 　构建局部和全局结构图
创建局部结构图和全局结构图的目的是保留

未标记样本中隐藏的类内和类间关系信息 ，创建

方法如下 ：将每个样本点作为图中的顶点 ，通过测

地线距离作为度量计算每个样本点的 K 个最近
邻点 ，并创建连接得到局部结构图 Gl ，边权值按

照式（１）计算［６‐７］
；相反 ，若样本点不属于彼此的

K 个最近邻点 ，创建连接得全局结构图 Gg ，边权

值按照式（１）计算 。

W ij ＝ exp［（ － d（xi ，xj ）］
２
／t （１）

式中 ：d（xi ，x j ）为样本数据之间的测地线距离 。

2 ．4 　边信息传播修正结构图
约束信息中的正 、负约束修正结构图方法不

同 ，下面分别讨论 ，描述中 d（xi ，xj ）均表示数据

点 xi ，xj 之间的测地线距离 。

（１）正约束对（xi ，xj ）修正结构图

在图 Gl 中 ，创建 xi 和 x j 之间的连接 ，权值

设为 α。如果 KNN 中参数 K 值小于阈值 γ ，则查

·０９１·
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看 xi 与 x j 是否存在相同的邻居 x k ，如果存在 ，则

为节点 xi 和 x k 以及 x j 和 x k 创建连接 ，并设置

权值为 α。此处增加阈值 γ原因在于 ，并不是所

有情况 xi 和 x j 的邻居都是同类 ，由于当 K 值比
较大时此信息并不可靠 ，此时则有可能 xk 与 x i

和 x j 根本不属于同一类别 。 对应图 Gg ，如果 xi

和 x j 之间存在连接 ，则将此连接断开 。 如果 xk

与 x i ，xj 之间在 G g 中存在链接 ，则断开 。

（２）负约束对（xi ，xj ）修正结构图

在图 Gl 中 ，如果 xi 和 x j 之间存在连接 ，则

将此连接断开 。判断 xi 和 x j 是否存在相同的邻

居 x k ，如果存在 ，则将 xk 和其他两个样本之间测

地线距离较远的样本点之间的边去掉 ，同时在图

Gg 中为这两个点创建一条边 ，权值为 β。对应图

Gg 中创建 x i 和 x j 之间的连接 ，权值设为 β。

进一步修正结构图 。在图 Gl 中 ，如果存在某

个数据点 xk ，b 倡 d（xi ，xj ） ＜ d（xi ，xk ）而且 xk 与

x i 之间存在连接 ，则将 xk 与 x i 之间的连接断开 ，

对应图 Gg 中创建 x k 与 x i 之间的连接 ，边权值设

置为 １ 。同样如果存在某个数据点 xk ，b 倡 d（xi ，

xj ）＜ d（xj ，xk ）而且 xk 与 x j 之间存在连接 ，则

将 xk 与 x j 之间的连接断开 ，对应图 Gg 中创建

x k 与 x j 之间的连接 ，边权值设置为 １ 。

参数 α和 β有两个作用 ：一是用于调整边信

息与原始数据结构信息贡献度比例 ；二是调整正

约束和负约束之间贡献度比例 。

2 ．5 　计算权值矩阵
基于修正后的图 Gl 和 Gg ，计算权值矩阵 Sl

和 Sg
。创建 n × n矩阵 Sl 和 Sg

，n为样本点个数 ，

矩阵元素分别根据式（２）（３）取值 。

Slij ＝
xi 和 xj 间仅值 ，若图 Gl 中 xi 和 xj 间存在边

０ ，否则

（２）

Sgij ＝
xi 和 xj 间权值 ，若图 Gg 中 xi 和 xj 之间存在边
０ ，否则

（３）

特别地 ，如果 i ，j 相等 ，即 Sg 的对角元素值

为 ０ 。

2 ．6 　设计最优目标函数
基于 Sl 和 Sg 分别设计目标函数 ，如式 （４）

（５）所示 。式（４）用于保留正约束信息以及原始数

据的局部结构 ，即如果样本点 xi 和 x j 属于 M 或
者 x i 和 x j 相互是邻居 ，那么映射到低维空间距

离远则会受到惩罚 ，因此可以保证 xi 和 x j 映射

尽可能近 。式（５）用于保留负约束信息以及原始

数据的全局结构 ，即如果样本点 xi 和 x j 属于 C
或者 x i 和 x j 相互不是邻居 ，那么映射到低维空

间距离近则会受到惩罚 ，最大化式（５）可以保证

xi 和 x j 映射尽可能地远 。

min ∑
i ，j

（yi － yj ）
２ Slij （４）

max ∑
i ，j

（yi － yj ）
２ Sg

ij （５）

2 ．7 　求解最优线性嵌入
接下来根据式（４）（５）求解最优转换矩阵W ：

∑
ij
（yi － yj ）

２ Sl
ij ＝

∑
ij
（wT xi － wT xj ）

２ Sl
ij ＝

２（ ∑
i
w T xiDl

ii x Ti w － ∑
ij
w T xiSl

ij x T
j w ） ＝

２（wT XDlXT w － wT XSlXT w） ＝

２wT XL lXT w （６）

式中 ：Dl 为对角矩阵 ，其对角元素为矩阵 Sl 对应

行或列之和 ，即 Dl
ii ＝ ∑

j
Sl

ij ，Ll
＝ Dl

‐ － Sl
。同理

可推导式（７） ：

∑
ij
（yi － yj ）

２ Sg
ij ＝ ２

T XLgXT w （７）

式中 ：Lg
＝ Dg

－ Sg
；Dg

ii ＝ ∑
j
Sg

ij 。

目标函数（４）（５）转换为求式（８）的最优目标向量

w ：

wopt
＝ arg max

w

w T XLgXT w
w T XLlXT w （８）

式（８）的求解同文献［４］的目标向量求解相

似 ，如果 wT XL lXT w 是非奇异的 ，那么它的解为

式（９）最大广义特征值所对应的特征向量 。

XLgXT w ＝ λXLlXT w （９）

　 　当样本数较少而样本维数较大时 ，XLl X T 可
能是奇异的 ，此时可先用算法 PCA 把原始样本降
到一个低维子空间 ，再用算法 GSSDR 在低维子
空间中计算获得最终的结果 。

３ 　实 　验

3 ．1 　实验数据集
实验所用人脸数据集是 CMU PIE 和

Extended YaleB人脸数据集 ：从 PIE人脸数据集
中选择了 ２４人 ，每人 １７０张图像作为实验数据 ，

其中用每人的 ５０个样本点用于训练 ，剩余样本点

用于测试 ；从 Extended YaleB 随机抽取每人 ５０

个样本 ，剩余 １４个样本用于测试 。图 １和图 ２分

·１９１·
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别是这两个数据集中的一些实例图像 。

图 1 　 CMU PIE人脸数据集中的部分实例
Fig ．1 　 Some sample from the CMU PIE face database

图 2 　 Extended YaleB人脸数据集中的部分实例
Fig ．2 　 Some sample from the Extended YaleB face database
3 ．2 　实验方法
在这两组数据上 ，将 GSSDR 与 LGSSDR 、

NPSSDR 、cLPP 、GSSDR算法在各参数变化下做
比较分析 。方法是首先利用 PCA 提出主要特征 ，

然后分别用四种方法进行维数约减 ，再采用最近

邻分类算法对降维后的数据分类 ，比较每种算法

分类的准确率 ，结果是实验 １００次后的均值 。

实验中 SSDR 、LGSSDR 、cLPP 的相关参数
按照作者原文实验设置 。本文所提出算法如果没

有特别说明 ，相关参数取值分别为 α＝ ２５ ，β＝ １ ，γ

＝ ４ ，b ＝ １ ，K１ ＝ ３ （计算测地线距离时构建的

KNN 图的参数 K） 。实验图中符号 NOC表示约
束对的数目 ，K 表示 KNN 图（基于测地线距离构

建的局部结构图）中参数 K ，Number of M 和
Number of C分别表示正 、负约束数目 ，d表示原
始数据转换后的维数 。为了体现公平性 ，在涉及

K取值时 ，都取值为 １ ，因为相关算法都是在 K
值为 １的时候表现最好 ，可参看图 ４ 。

3 ．3 　实验结果及分析
（１）正负约束比例不同

图 ３是在总约束数目固定 ，正负约束比例不

同情况下性能的比较 。 由于 NPSSDR 是对
LGSSDR改进提出的对参数 K 具鲁棒性的算法 ，

因此当 K 选择合适（K ＝ １）时 ，两者降维后效果

差别不大 ，因此图 ３中没有给出 NPSSDR的实验
结果 。 从图 ３ 中可以看出 GSSDR 表现性能最
好 ，而且 GSSDR 对正负约束的比例并不敏感 。

但是 LGSSDR和 SSDR随着正约束比例的增加 ，

性能的差异较大 ，说明这两个算法比较适用于正

约束较多的情况 ，而本文提出的 GSSDR 却不受
此限制 。此外 ，同是基于 KNN 的算法中 ，由于

GSSDR基于测地线距离构建的 KNN ，更能表示

数据的真实结构 ，因此其性能最好 。

（a） PIE ：NOC ＝ ２０ K ＝ １ d ＝ ２０

（b） YaleB ：NOC ＝ ２０ K ＝ １ d ＝ ３０

图 3 　样本精度与正约束之间的关系
Fig ．3 　 The relation between accuracy and number of M
　 　 （２） K 取值不同
从图 ４ 可以看出 ，LGSSDR和 cLPP 对参数

K 非常敏感 ，而 GSSDR 虽然随着 K 的增大 ，性

能有所下降 ，但是当 K 大于一定值之后 ，算法性

能趋于稳定 ，而且其对数据降维后分类的准确率

始终高于 NPSSDR 算法 。 说明 GSSDR 基于测
地线距离的传播修正比基于欧几里得距离的方法

效果更好 。

（a） PIE ：NOC ＝ ２０（Number of M Random） d ＝ ２０

（b） YaleB ：NOC ＝ ２０（Number of M Random） d ＝ ３０

图 4 　样本精度与参数 K之间的关系
Fig ．4 　 The relation between accuracy and K

·２９１·
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　 　 （３）映射到低维空间维数不同

表 １ 和表 ２ 是在其他参数 （NOC ＝ ２０ 、

Number of M ＝ Number of C 、K ＝ １）相同 ，映射

目标空间维数不同情况下的对前面提到的算法进

行了总体比较 ，实验结果表明 ，GSSDR 算法具有
较好性能 ，如在 YaleB 数据集上 ，映射到 ５ 维空

间 ，用于分类时 RSSDR算法准确率比 LGSSDR 、

NPSSDR 、cLPP 、SSDR分别提高约 ６ ．３２％ 、７％ 、

１１ ．４８％ 、２７ ．８６％ 。 而且 GSSDR 算法将数据映
射到较低维的空间中 ，数据的分类准确率仍在

５０％ 以上 ，说明 GSSDR算法相比于其他算法具
有更好的适应性 。

表 1 　 PIE ：样本精度与维数之间的关系

Table 1 　 PIE ：The relation between accuracy and dimension

算法
维 　 　 数

５ k１０ 揪１５ �２０ :２５ x３０ 抖３５ 趑
LGSSDR ０  ．５７９５ ０ C．７７０４ ０ 亖．８２６５ ０ 靠．８５３４ ０ �．８７１０ ０ ;．８８７７ ０ y．８９３０

NPSSDR ０  ．５９８７ ０ C．７８０２ ０ 亖．８２７６ ０ 靠．８５７１ ０ �．８７３３ ０ ;．８８７７ ０ y．８９５９

cLPP ０  ．４９００ ０ C．７６４３ ０ 亖．８３５０ ０ 靠．８５８７ ０ �．８７１４ ０ ;．８８７５ ０ y．８９２８

SSDR ０  ．５２９７ ０ C．７３８０ ０ 亖．８１５７ ０ 靠．８４９３ ０ �．８６３６ ０ ;．８７７１ ０ y．８８４２

GSSDR ０  ．６０５６ ０ C．８１３１ ０ 亖．８６６４ ０ 靠．８８７４ ０ �．９０２６ ０ ;．９０９６ ０ y．９１３３

表 2 　 YaleB ：样本精度与维数之间的关系

Table 2 　 YaleB ：The relation between accuracy and dimension

算法
维 　 　 数

５ k１０ 揪１５ �２０ :２５ x３０ 抖３５ 趑
LGSSDR ０  ．４４７５ ０ C．６７１２ ０ 亖．７４２４ ０ 靠．７８４８ ０ �．７９３０ ０ ;．８１２７ ０ y．８０４３

NPSSDR ０  ．４４０７ ０ C．６７７０ ０ 亖．７４９８ ０ 靠．７９０５ ０ �．７９０９ ０ ;．８１２５ ０ y．８０８６

cLPP ０  ．３９５９ ０ C．６６３２ ０ 亖．７２４７ ０ 靠．７６４８ ０ �．７８００ ０ ;．８０２７ ０ y．８０７２

SSDR ０  ．２３２１ ０ C．４８６０ ０ 亖．６００２ ０ 靠．７０５８ ０ �．７３２３ ０ ;．７７５５ ０ y．７７１４

GSSDR ０  ．５１０７ ０ C．７２５７ ０ 亖．７７２０ ０ 靠．８０１６ ０ �．８２００ ０ ;．８２２８ ０ y．８２７０

４ 　结束语

本文主要研究带边信息的高维数据样本的维

数约减问题 ，在分析其他算法优缺点的基础上 ，针

对人脸数据的应用 ，提出基于测地线距离的半监

督维数约减算法 。算法基于高维的人脸数据可能

位于低维流形结构的假设 ，采用测地线距离构建

数据的局部结构图和全局结构图 ，并根据边信息

中所包含的结构信息知识 ，再次基于测地线距离

对局部和全局结构图进行修正 ，更能揭示人脸数

据真实的结构 ，因此提高了算法性能 。

实验结果表明 ，本文所提出的 GSSDR 算法
整体上具有更好的性能 ，相比其他算法 GSSDR
算法对人脸数据降维后应用于分类时准确率更

高 ，且和同样基于 KNN 保留局部结构的算法相
比 ，对参数 K 具备鲁棒性的优点 。
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